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Introduccion

La edad cerebral es una estimacion de la edad biologica del cerebro
obtenida a partir de datos de neuroimagenes. La diferencia entre la
edad predicha y la edad cronoldgica, conocida como Brain Age Gap
(BAG), puede reflejar desviaciones del envejecimiento saludable. En
adultos jovenes, estas diferencias son sutiles, lo que plantea un
desafio para su estimacion.

Desarrollo

Se analizaron datos de rs-fMRI del HCP S1200 de 1.003 adultos de
22-37 anos. Las senales BOLD de 50 redes cerebrales obtenidas
mediante [ICA se representaron mediante FC, ALFF, fALFF vy
subbandas de baja frecuencia, y se evaluaron modelos Ridge y
ElasticNet mediante validacion cruzada anidada, preservando la
estructura familiar.

Methodological pipeline for brain age estimation from rs-fMRI
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Figura 1. Pipeline metodologico para la estimacion de edad cerebral a partir de
rs-fMRI, desde la extraccion de caracteristicas funcionales hasta la evaluacion
final de los modelos, preservando la estructura familiar durante la validacion.
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Figura 2. Comparacion del desempeno de las representaciones funcionalesy
modelos de regresion. (a) Mejores configuraciones individuales segun MAE y
R®. (b) Desempeno de Baseline, Ridge y ElasticNet para las diferentes
representaciones funcionales.
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Figura 3. Relacion entre edad cronolégica y predicha para (a) ALFF analizado
en slow 3, slow 4 y slow 5y (b) conectividad funcional (FC).

Conclusiones

FC mostro el mejor desempeno global, mientras que las
representaciones espectrales con multiples subbandas de baja
frecuencia superaron a ALFF original. Ridge superd consistentemente
a ElasticNet, sugiriendo que la informacion relacionada con la edad
se distribuye entre multiples caracteristicas funcionales. En
conjunto, los resultados destacan el valor de la informacion
contenida en la senal del espectro de rs-fMRI y de la conectividad
funcional para la estimacion de Brain Age en adultos jovenes.
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